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1 はじめに
1.1 Prompt Tuning
大規模言語モデル (LLM)のようなパラメータ数の膨
大なモデルを下流のタスクに用いる場合は、大規模デー
タで事前学習したものをモデルのパラメータの一部また
は全体を微調整する手法 (Fine Tuning)が用いられること
が多い。また、パラメータの全てを更新することなく、
効率よく Fine Tuningを行う LoRAなどの手法が考案さ
れてきた。しかしながら、言語モデルはパラメータ数、
学習するデータ数を爆発的に増加させることで性能が急
速に向上することが知られており（言語モデルのスケー
リング則）[1]、実際提案される LLMのパラメータ数は
ますます大きくなっているため、LLMのパラメータを
直接更新するアプローチはますます難しくなっていると
いえる。その一方で、近年提案されるモデルの多くは汎
用化が進んでおり、適切なプロンプトを与えることで、
パラメータの更新を行わずに様々な下流のタスクに対応
できるようになってきている。問題を解かせる際に与え
るプロンプトの設計に関する知見は、十分に得られてい
るとは言えないものの、様々な分野で実応用の検討が行
われている。図 1に示される Prompt Tuningは、プロン
プトを学習ベースで設計するものであるが、埋め込みベ
クトルの数値を直接学習によって設計する研究におい
て、学習するパラメータ数を LLMのパラメータ数の 1
パーセント以下にすることができるのみならず、使用す
る LLMのパラメータ数が 1010程度の大規模なものにな
ると、その性能はモデルのパラメータを学習する場合と
同等となるものとされている [2]。また、この研究では、
このような手法は Zero-shot性能が高い傾向にあり、タ
スクによってはモデルのパラメータを学習で更新する場
合より高い性能を示すことも示唆されており、この点で
実応用に適した手法であると考えられる。
1.2 著者識別
文章を与え、候補者の中から当該文章を書いた人
間を明らかにする著者識別は、学術的には Authorship
Attributionと呼ばれ様々な手法が提案されている。識別
に用いられる指標に関しては、計量文献学のアプローチ
から、単語の頻度や品詞の n-gram表現などの有効性が
示唆されているが、候補者のデータセットや、識別した
いデータセットの数が少ない場合の適応が難しく、また
文章の内容や人間が直感的に感じ取る書き癖と十分にリ
ンクした特徴量となっていない。そのため、深層学習
モデルが学習した知見の活用が有効であると考えられ、
BERTのファインチューニングなどクラス分類モデルを
用いてテキスト分類問題の一種として取り組まれること
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図 1 Fine Tuningと Prompt Tuning

もある。前述の言語モデルのスケーリング則の観点か
ら、この著者識別に関しても、よりパラメータ数の大き
なモデルを活かした検討を行う必要があるものの、日本
語の著者識別に関しては、あまり検討が進んでいるとは
いえない。また、法科学の分野などでの実応用を見据え
ると、手法の信頼性の観点から、学習データと実際に適
用するデータの著作や文章のトピック、フォーマットと
いったものが異なる場合への適応時に、それらが同一の
データを使用した際と比較して精度が落ちることは望ま
しくない。そのため、前述の Prompt Tuningが有効であ
る可能性がある。今回は、大規模言語モデルのプロンプ
トを学習で設計するような Prompt Tuningによって日本
語文章の著者識別を行い、学習データと同一の著作から
抽出された文章の場合・異なる著作から抽出された文章
の場合の識別性能を確認した。
2 手法
大規模言語モデルによるクラス分類を行う標準的な方
法として、プロンプトとして与えたトークン列の入力の
続きに、ラベルに対応する文字列を生成させるというも
のがある。今回は、これを応用して著者識別を行う。パ
ラメータが 𝜃 の言語モデルに,プロンプトとして指示文
のトークン列に対する埋め込みベクトルを 𝒙 ∈ R𝑠×𝑑 (𝑠, 𝑑
はそれぞれ指示文のトークン数、各トークンの埋め込み
ベクトルの次元),サンプルのトークン列 𝒘 ∈ R𝑤(𝑤 はサ
ンプルのトークン数)を与え、プロンプトの次に生成さ
れる 1トークンを 𝑦([𝒙;𝒘], 𝜃) とし、言語モデルによる
このトークンの生成確率を 𝑃𝜃 (𝑦 | [𝒙;𝒘]) と表記する。正
解の著者 IDに対応するトークンを 𝑦𝑟𝑒 𝑓、生成される単
語に対するターゲットとなる確率分布を 𝑃(𝑦) とすると,
𝑃(𝑦) = 1(𝑖 𝑓 𝑦 = 𝑦𝑟𝑒 𝑓 ), 0(𝑖 𝑓 𝑦 ≠ 𝑦𝑟𝑒 𝑓 ) となる。Prompt
Tuningは、式 (1)で表される交差エントロピー誤差を最
小化するような指示文の埋め込みベクトル 𝒙𝑜𝑝𝑡 を求め
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る問題であり、LLMを用いて、図 2のようになる。

𝐿 = − Σ
𝑦∈𝑉

𝑃(𝑦)𝑙𝑛(𝑃𝜃 (𝒙 |𝒘, 𝑦)) = − ln(𝑃𝜃 (𝒙 |𝒘, 𝑦𝑟𝑒 𝑓 )) (1)

また学習によって得られた 𝒙𝒐𝒑𝒕 ∈ R𝑠×𝑑 を用いた推
論によって、確率 𝑃𝜃 (𝑦𝑜𝑝𝑡 | [𝒙𝒐𝒑𝒕 ;𝒘]) に従ってトークン
𝑦𝑜𝑝𝑡 を生成し著者 IDを決定する (図 2)。
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図 2 学習のイメージ
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トークンの生成には確率に基づいて行われるため、そ
の品質を向上させるためには適切なサンプリングを行う
必要がある。そのために、各トークンの生成の際、温度
付きソフトマックス関数を適用し確率分布における各
トークンの生成確率の大小の差を小さくし、top-pサン
プリングで確率が高い方からの累積確率が一定の値を超
えた中から生成を行う。
3 実験
3.1 実験設定
実験に用いる LLM は、公開された 2 つのモデル

(matsuo-weblab-10b[4],open-calm-7b[5])を用いた。これら
は、パラメータ数がそれぞれ 1010 および 107 規模の日
本語対応モデルである。このモデルを 4bit化して読み込
み、計算時には 16bitにするなど計算の効率化を図った。
また、プロンプトの指示文の初期値は”以下の文章の著
者 IDを出力せよ”の埋め込みベクトルにあたるものと
し、図 4のようにプロンプトの埋め込みベクトルを求め
る問題とした。
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図 4 実験設定

実験には、国立国語研究所の現代日本語書き言葉均衡
コーパス（BCCWJ）の 50人の著者の作品から抽出した
合計 10839個のサンプルからなるデータセットを用いた
（１サンプル１パラグラフ）。トークン化の際には最大
150トークンとなるように適宜 paddingや truncationを行
い、前述の指示文のトークンや著者 IDに相当するトー
クンと合わせて利用した。学習データに含まれる著作と
同じ作品から抽出したデータ（以下、データセット Sと
する。1815サンプル。）と、著者は同じであるが異なる
著作から抽出したデータ（以下、データセット Dとす
る。2159サンプル。）の 2つのデータを用いて性能比較
を行った。それぞれのデータから識別したい人数 (クラ
ス数)分のサンプルを抜き出して、クラス数を変化させ
ながら多クラス分類形式の著者識別を行った。学習デー
タにおける識別する人数とサンプル数はそれぞれ図のと
おりとなる。計算機には Quadro RTX 8000を 4枚搭載し
たワークステーションを利用した。その他、学習のハイ
パーパラメータは表 1のとおりである。

表 1 ハイパーパラメータ
ハイパーパラメータ 値

batch size 32
training step 20

optimizer AdamW(lr=1e-3)
scheduler cosine annealing

warmup step 2

また、BERT によるクラス分類ベースのモデルに関
しても、同じデータセットで学習・正答率の比較を
行った。4種類の事前学習済みモデル (bert-base-japanese-
v3[6],xlm-roberta-base[7],bert-base-japanese-char-v3[8], bert-
large-japanese-v2[9])を LoRAでファインチューニングを
行った。
3.2 実験結果
モデルの種類、学習する指示文のトークン数 (𝑣)、識
別する人数を変化させ、データセット S及びデータセッ
ト Dに対して、その識別性能の変化を確認したところ、
図 5及び図 6のようになった。
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どちらのモデルも識別する人数（クラス数）が 2人の
場合に正答率が最大となり、50人の場合はほとんど識
別できていないことが確認された。指示文のトークン
数については、weblab-10bで 10、open-calm-7bで 2の場
合に最大となるなど、その傾向に違いがあることが確
認された。その値は weblab-10bで 87.15% (データセット
S),75.8% (データセット D),open-calm-7bで 71.2% (データ
セット S),68.1% (データセット D)となり、パラメータ数
の大きいモデルである matsuo-weblab-10bのほうが高い
正答率となった。これは、モデルのパラメータ数が大き
いほど性能が高くなるという既往研究 [2]の結果と同じ
傾向であった。データセットに応じた性能の違いについ
ては、識別人数などの設定によって傾向に若干の違いは
あるものの、異なる著作からなるデータセット Dと同
じ著作からなるデータセット Sでの性能に大きな違いは
なかった。また、BERTベースのモデルについては図 7
のとおりとなり、データセットごとに大きな違いは見ら
れず、Prompt Tuningと比較して高い正答率となった。
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図 5 識別精度（weblab-10b）
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図 6 識別精度（open-calm-7b)
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4 まとめ・今後の発展
今回は著者識別問題への Prompt Tuningの適用に関す
る検討を行った。指示文の初期値やトークン数の検討が
必要であるものの、クラス分類ベースの著者識別では精
度は高くない結果となったが、識別人数やトークン数の
設定によっては著作が違う場合にもその精度の低下が
あまり起こらなかった。また、BERTによるクラス分類
ベースの著者識別と比較して、学習データと同じ著作・
異なる著作で構成されるデータセットによる識別性能は
いずれも高くない結果となった。そのため、今後は精度
向上や問題の設計をより精緻に行うとともに、このモデ
ルや学習後の埋め込みベクトルから得られる知見を深め
るための解析を行う必要がある。また、LLMベースの
モデルにも、言語と画像を同時に扱うことのできるモデ
ルが増加しているため、画像と文章を投稿できる SNS
の投稿者の識別や、様々な問題に応用できる可能性が
ある。
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