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1. まえがき
統計的手法に基づく分類器は，クラスラベル yが既知

の特徴ベクトル x (ラベルありデータ)を用いて学習さ
れる．一般に，多数のラベルありデータを学習に用いる
ことで分類器の精度が向上することが知られている．し
かし，ラベルありデータの作成は，分類対象に精通した
専門家によるラベルの付与が必要であり，高コストであ
る．一方，ラベルなしデータは，低コストで集めること
ができることが多い．例えば web pageの分類問題では，
インターネットから容易にデータを収集することができ
る．したがって，少数のラベルありデータと多数のラベ
ルなしデータを用いて分類器の精度を向上させる半教師
あり学習法は機械学習の重要な研究課題の 1つであり，
従来よりさまざまな分類器が提案されてきた (文献 [10]
参照)．
確率モデルに基づく半教師あり学習法は，生成モデル，

あるいは識別モデルアプローチに基づいて提案されてき
た．生成モデルアプローチでは，特徴ベクトルとクラス
の同時確率 P (x, y)をモデル化して学習する．ベイズ則
によりクラス事後確率 P (y|x)を求め，その確率を最大
にするクラス yを選択することで分類を行う．ラベルな
しデータは，クラスラベルに関する不完全データとして，
混合モデルで扱われる [7]．
識別モデルアプローチでは，特徴ベクトルのクラス事

後確率 P (y|x)を直接モデル化する．ただし，識別モデ
ルアプローチでは P (x)をモデル化しないため，ラベル
なしデータを学習に用いる際に新たな仮定が必要となる．
例えば，特徴ベクトル間の距離に基づいた仮定 [11]，ク
ラス事後確率のエントロピーに基づく仮定 [3]などが用
いられている．
一般的に，識別モデルによる分類器は生成モデルと比

較して高い分類性能をもつことが知られているが，ラベ
ルありデータが少数であるとき，生成モデルによる分類
器が識別モデルよりしばしば高い分類性能をもつことが
報告されている [5]．そこで本研究では，生成・識別モデ
ル双方の利点を活かすためのハイブリッドアプローチを
検討する．
教師あり学習の枠組では，生成・識別モデルのハイブ

リッド法が試みられている [8]．文献 [8]による方法では，
特徴ベクトル空間を部分空間に分割して，部分空間ごと
に生成モデルを学習する．そして，これらの生成モデル
をクラス事後確率を最大化するように重み付け結合する
ことで分類器を獲得する．文献 [8]では，テキスト分類問
題で，文書を本文とタイトルの 2つの部分空間に分割し
てハイブリッド法を適用することで純粋な生成・識別モ
デルより高い分類精度が得られることが報告されている．
本稿では，半教師あり学習の問題に対して，生成・識
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別モデルのハイブリッドに基づく新しい分類器設計法を
提案する．文献 [8]では，特徴ベクトルのハイブリッド
統合を行っているのに対し，提案法では，ラベルあり・
なしデータの統合を行っているという点で異なる．具体
的には，まず，ラベルありデータにより生成モデルを学
習する．ラベルありデータが少数であるとき，学習され
た生成モデルは高いバイアスをもつ．そこで，そのバイ
アスを補正するための新たなモデル (バイアス補正モデ
ル)を導入する．最大エントロピー原理 [1]に基づき，ク
ラス事後確率を最大化するように，生成モデルとバイア
ス補正モデルを結合することで分類器の識別関数を与え
る．バイアス補正モデルはラベルなしデータを用いて学
習する．

2節では，従来の生成・識別モデルアプローチに基づ
く半教師あり学習法について述べ，3節では，本研究で
提案するハイブリッドアプローチについて述べる．4 節
では，提案法の生成モデルにナイーブベイズモデルを用
いてテキスト分類問題に適用したときの実験結果を示し，
従来法との比較により提案法の有用性を考察する．

2. 従来法
多クラス分類問題は，K 個のクラスの候補

{1, . . . , k, . . . ,K} から特徴ベクトル x が属するク
ラス y を 1 つ選択する問題である．半教師あり学習で
は，少数のラベルありデータ Dl = {xn, yn}N

n=1 と多数
のラベルなしデータDu = {xm}M

m=1を用いて分類器を
学習する．本節では，生成モデル，識別モデルのそれぞ
れに基づく従来の半教師あり学習法について述べる．

2.1 生成モデルアプローチ
生成モデルでは，同時確率モデル P (x, y|Θ)を仮定し，

訓練データを用いてパラメータΘを学習する．xの属す
るクラスは，ベイズ則によりクラス事後確率 P (y|x,Θ)
を求め，その確率を最大化するクラス yを選択すること
で推定される．同時確率モデルは分類対象の特徴に合わ
せて，多項分布モデルやガウス分布モデルを仮定するこ
とができる．
生成モデルによる半教師あり学習では，混合モデルを

仮定して，ラベルなしデータをクラスラベルに関する不
完全データとして扱う [2]．訓練データ D = {Dl, Du}
が与えられるとき，MAP推定では，以下の目的関数を
最大化する Θをパラメータの推定値とする．

J(Θ) =
N∑

n=1

logP (xn, yn|Θ)

+
M∑

m=1

log
K∑

k=1

P (xm, k|Θ) + logP (Θ). (1)

上式の P (Θ)は Θの事前確率である．J(Θ)によるパラ

161

LI-009

FIT2005(第4回情報科学技術フォーラム)



メータ推定は EMアルゴリズムを用いて行うことがで
きる．

Θの推定は，NとMの大きさに影響される．M >> N
のとき，Θ の推定は，式 (1)の第二項に強く影響され，
ラベルなしデータによる教師なし学習に近い推定となる．
生成モデルと混合モデルの仮定が分類対象に対してよく
合っていない場合，ラベルなしデータをパラメータ学習
に用いることで分類精度がむしろ悪化する危険性がある．
この問題に対処するために，式 (1) の第二項のパラメー
タ学習への寄与を下げる重みパラメータ λを導入する方
法 (EM-λ)が提案されている [7]．この方法では，ラベル
ありデータの leave-one-out交差確認により，分類精度
を最大にするパラメータ Θを与える λを探索する．探
索された λの下で，パラメータ Θを推定する．
2.2 識別モデルアプローチ
識別モデルでは，クラス事後確率P (y|x)が直接モデル

化される．多項ロジスティック回帰モデル (MLR) [4]では，
クラス事後確率は未知パラメータ W = {w1, . . . ,wK}
を用いて以下のようにモデル化される．

P (k|x,W ) =
exp(wk · x)∑K

k′=1 exp(wk′ · x)
(2)

wk · xはwk と xの内積を表す．
識別モデルでは，ラベルなしデータをパラメータ学習

に用いるために，新たな仮定を必要とする．例えば，最
小エントロピー正則項 (MER)[3] に基づく方法では，各
クラスによく分離されているラベルなしデータはパラ
メータ学習に有効であるとし，クラス事後確率のエント
ロピーを最小化することでラベルなしデータをよく分離
するようにモデルを学習する．MERを用いたMLRの
学習 (MLR/MER)では，以下の目的関数を最大化する
W をパラメータの推定値とする．

J(W ) =
N∑

n=1

logP (yn|xn,W )

+ λ

M∑
m=1

K∑
k=1

P (k|xm,W ) logP (k|xm,W )

+ logP (W ) (3)

λは重みパラメータであり，P (W )はW の事前確率で
ある．

3. ハイブリッドアプローチ
本研究では，生成モデルと識別モデルのハイブリッド

に基づく半教師あり学習法を提案する．図 1にハイブリッ
ド法に基づく分類器の構成を示す．提案法では，まず，ク
ラス kにおける生成確率を表す生成モデル P (x|k, θk)を
仮定し，教師あり学習と同様に，ラベルありデータを用
いて学習する．ラベルありデータが少数であるとき，学
習された生成モデル P (x|k, θ̂k) は統計的に高い偏りを
もつ．そこで，生成モデルと同型の分布 (パラメータは
異なる)としてバイアス補正モデル P (x|k, φk) を新たに
導入する．これらを，クラス事後確率を最大にするよう
に，最大エントロピー (ME)原理 [1]に基づいて結合す
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図 1: ハイブリッド法に基づく分類器の構成

る．すなわち，提案法では，データの生成過程を積極的
に利用する生成モデルアプローチの長所と，識別率を最
大化する識別モデルアプローチの長所を相補的に備えた
ハイブリッドアプローチとなっている．
具体的には，分類器の識別関数は，生成モデルとバイ

アス補正モデルに対する制約の下で，ME原理を満たす
クラス事後確率分布 (MEモデル)R(k|x) として与える．
ME原理は，与えられた制約を満たすモデルの中で最も
一様な分布を獲得する枠組のひとつである．すなわち，
提案法では，ME原理の下で生成モデルとバイアス補正
モデルを反映する最も一様なクラス事後確率分布を分類
器の識別関数として定義する．

ME モデルに生成モデルの特性を反映させるため，
R(k|x) による生成モデルの対数尤度の期待値と，訓練
データの経験分布 P̃ (x, k) = 1

N

∑N
n=1 δ(x−xn, k− yn)

による生成モデルの対数尤度の期待値が等しい，とい
う制約を与える．この制約は，x の経験分布 P̃ (x) =
1
N

∑N
n=1 δ(x − xn)を用いて，以下の式で表される．∑

x,k

P̃ (x, k) logP (x|k, θ̂k)

=
∑
x,k

P̃ (x)R(k|x) logP (x|k, θ̂k) (4)

バイアス補正モデルの対数尤度 logP (x|k, ψk)に対する
制約は，式 (4)と同様の形で与えることができる．また，
MEモデルにデータの帰属するクラスの偏りを反映させ
るために，R(k|x)によるデータがクラス k′ に属する期
待値と，訓練データの経験分布に基づくクラス k′ に属
する期待値が等しい，という制約を与える．この制約は，
zk′ は xがクラス k′に属するときに 1，それ以外のとき
に 0をとる変数を用いて，以下の式で表すことができる．∑

x,k

P̃ (x, k)zk′ =
∑
x,k

P̃ (x)R(k|x)zk′ , ∀k′ (5)

以上の制約の下で，クラス事後確率分布のエントロピー
H(R) = −∑x,k P̃ (x)R(k|x) logR(k|x) を最大化する
ことにより，生成モデル，バイアス補正モデルとクラス
の偏りを反映したMEモデルに基づくクラス事後確率:

R(k|x, Θ̂,Ψ,Λ)

=
P (x|k, θ̂k)λ1P (x|k, ψk)λ2eµk∑K

k′=1 P (x|k′, θ̂k′ )λ1P (x|k′, ψk′)λ2eµk′
(6)

が導出できる．ここで，Λ = {λ1, λ2, {µk}K
k=1}はラグラ

ンジュ乗数である．λ1と λ2は生成モデルとバイアス補



正モデルの結合の重みを，µk はクラス kの偏りを与え
る未知パラメータである．R(k|x, Θ̂,Ψ,Λ)は，生成モデ
ルとバイアス補正モデルの結合により構成される分類器
の識別関数とみなせる．
バイアス補正モデルは，分類器 R(k|x, Θ̂,Ψ,Λ)の訓

練に際して，少数のラベルありデータから学習された生
成モデルの統計的な偏りを補正するように，ラベルなし
データを用いて学習する．具体的には，式 (6) で表され
るクラス事後確率分布を用いてラベルなしデータの属す
るクラスを推定して，バイアス補正モデルのパラメータ
Ψを学習する．ラベルなしデータの属するクラスを推定
するには，Λを与える必要がある．しかし，Λは推定す
べき未知パラメータであり，Ψと互いに依存関係がある．
このため，ΨとΛは反復的に学習する．パラメータ学習
のアルゴリズムは誌面の都合により省略する．

4. 評価実験
4.1 テストコレクション

提案法の性能評価は，テキスト分類問題に適用するこ
とで行った．実験には，テキスト分類器のベンチマーク
テストによく用いられる Reuters-21578 (Reuters) [12]
とWebKB, 20 Newsgroups (20news) [6] の 3つのテス
トコレクションを用いた．

Reutersは，Reuters newswireの 135のトピックカテ
ゴリからなるデータセットである．本実験では，8つのカ
テゴリ acq, crude, earn, grain, interest, money-
fx, ship, tradeに含まれる記事のみを抽出し，そのう
ち複数のカテゴリに属する記事を除外することで多クラ
ス単一ラベルのデータセットを作成した．Reutersによ
るベンチマークテストでは，投稿時期の早い記事と遅い
記事がそれぞれ訓練データ，テストデータとして用いら
れる．本実験でも同様に，投稿時期の遅い記事をテスト
データとして用い，投稿時期の早い記事の中からラベル
あり・なしデータを選択した．記事の特徴ベクトルを作
成する際に，記事に含まれる停止語 [9]と 1つの記事の
みに出現する低頻度語彙を除去した．

WebKBは大学のweb pageを集めたものであり，7つ
のカテゴリに分類されている．文献 [6]に従い，student,
faculty, course, project の 4 つのカテゴリに含まれ
るweb pageを実験に用いた．web pageに含まれるタグ，
URL等を除外して，テキストデータのみからページの
特徴ベクトルを作成した．Reutersと同様に停止語と低
頻度語彙を除去した．

20newsは，UseNetの記事を集めたものであり，20グ
ループに分類されている．文献 [6]に従い，20グループ
のうち，comp.*の 5つのグループに属する記事を実験
に用いた．Reutersと同様に停止語と低頻度語彙を除去
した．
以上の処理により作成したデータセットに含まれる文

書数 |D|，クラス数K，語彙数 V を表 1 に示す．実験で
は，文書の特徴ベクトルとして語彙の出現頻度を用いた．

4.2 実験方法

テキスト分類に提案法を適用するために，生成モデ
ルとバイアス補正モデルにナイーブベイズ (NB) モデ
ル [7]を用いた．提案法を，2節で述べた EM-λおよび

表 1: テストコレクション
Name |D| K V |Du| |Dt|

Reuters 8162 8 11822 4500 2430
WebKB 4199 4 18525 2500 1000
20news 4881 5 19383 2500 1000

MLR/MERと比較評価した．EM-λの生成モデルにも
NBモデルを用いた．また，ラベルありデータのみで教
師あり学習を行うNB モデルとMLRの分類性能も合わ
せて調べた．

EM-λの重みパラメータλは {0.01, 0.05, 0.1, 0.2, 0.25,
0.3, 0.4, 0.5, 0.6, 0.7, 0.75, 0.8, 0.9, 1.0}の 14 候補から 2
節で述べた方法で推定した．MLR/MERの重みパラメー
タ λの候補は {10−5, 10−4, 10−3, 10−2, 10−1, 0.2, 0.5, 1}
の 8つとした．λ は交差確認法などを用いて訓練データ
のみから推定すべきであるが，MLR/MERは計算コス
トが高いため，テストデータに対して最も高い分類精度
を与える値を選択した．
各方法の評価には，正しく分類されたテストデータの

割合 (分類精度)を用いた．各テストコレクションからラ
ンダムにデータを選択して 10種類の学習・テストデー
タセットを作成し，10回の実験で得られた分類精度の平
均値をもとに各方法の分類性能を比較した．表 1に，学
習に用いたラベルなしデータ数 |Du|とテストデータ数
|Dt| を示す．ラベルありデータは残りのデータから選択
した．

4.3 実験結果と考察
表 2 (a)–(c) に Reuters, WebKB, 20newsの各テスト

コレクションでの 10回の実験による分類精度の平均値
を示す．括弧内の数値は標準偏差を示す．表中の |Dl|は
学習に用いたラベルありデータ数を示す．
教師あり学習の場合では，文献 [5]で報告されている

ように，ラベルありデータが少数の場合は，生成モデル
の分類性能が識別モデルよりも高く，逆に多数の場合は
識別モデルの分類性能の方が高い傾向が本実験でもみら
れた．ReutersとWebKBでは，WebKBの |Dl| = 8以
外の場合で，NBとMLRの分類精度の結果が文献 [5]の
報告と一致した．
しかし，20newsでは，ラベルありデータ数によらず，

MLRの分類精度は NBよりも高かった．この結果を分
析するため，以下の式で定義される，語彙数で正規化し
たNBモデルのテストパープレキシティP をテストコレ
クションごとに調べた．

P =
1
V

exp

(
−
∑K

k=1

∑S
s=1 zsk

∑V
i=1 xsi log θ̂ki∑S

s=1

∑V
i=1 xsi

)
(7)

P は，学習に用いていないテストデータ (xs, ys)に対し
て分類器がどれだけ適合しているかを表す指標である．
上式の θ̂kiは訓練データによって学習されたモデルパラ
メータである．zskは ys = kのときに 1，ys �= kのとき
に 0をとる変数である．P が小さいほど，モデルはテス
トデータに適合していることを示す．図 2に示されるよ
うに，訓練データ数が 103 より少ないとき，20newsの
P は，Reuters, WebKBと比べて大きかった．これは，
20news では訓練データが少数のときは学習された NB



表 2: 各テストコレクションでの分類精度 (%)

(a) Reuters
Training set Semi-supervised Supervised

|Dl| |Dl|
|Du| Proposed EM-λ MLR/MER NB MLR

16 0.0036 83.6 (4.7) 86.3 (3.6) 73.9 (6.3) 69.1 (9.1) 67.8 (7.5)
32 0.0071 89.8 (1.6) 89.8 (1.5) 82.2 (4.0) 81.9 (2.6) 80.9 (3.5)
64 0.014 92.3 (0.8) 91.8 (1.2) 83.5 (5.0) 84.9 (2.8) 83.1 (4.6)
128 0.028 92.9 (0.6) 92.6 (0.8) 88.5 (1.4) 89.1 (0.6) 87.8 (1.3)
256 0.057 93.3 (0.7) 93.1 (0.8) 90.8 (0.8) 91.1 (1.1) 90.6 (0.8)
512 0.11 94.1 (0.5) 93.7 (0.4) 93.3 (0.7) 93.0 (0.6) 93.2 (0.7)
1024 0.23 94.6 (0.3) 94.2 (0.3) 94.7 (0.2) 93.8 (0.3) 94.5 (0.2)

(b) WebKB
Training set Semi-supervised Supervised

|Dl| |Dl|
|Du| Proposed EM-λ MLR/MER NB MLR

8 0.0032 61.3 (6.0) 65.4 (6.7) 53.9 (4.4) 52.1 (4.1) 53.6 (4.3)
16 0.0064 66.7 (4.4) 64.6 (9.0) 54.0 (5.9) 54.9 (6.3) 54.0 (5.2)
32 0.013 72.9 (2.7) 70.5 (5.0) 63.5 (4.6) 66.6 (5.3) 63.5 (4.3)
64 0.026 76.8 (1.9) 73.2 (2.6) 72.0 (2.6) 73.2 (1.6) 71.9 (2.3)
128 0.051 79.4 (1.4) 76.6 (2.4) 78.1 (2.4) 77.5 (1.8) 78.0 (2.2)
256 0.10 81.4 (1.6) 79.5 (1.6) 83.6 (1.7) 80.0 (1.4) 83.4 (1.7)
512 0.20 83.2 (1.6) 81.8 (1.7) 87.9 (1.3) 82.3 (1.4) 87.5 (1.1)

(c) 20news
Training set Semi-supervised Supervised

|Dl| |Dl|
|Du| Proposed EM-λ MLR/MER NB MLR

10 0.0040 52.2 (14.2) 40.4 (8.1) 41.9 (8.4) 33.9 (5.9) 37.6 (5.5)
20 0.0080 63.6 (5.6) 49.5 (7.2) 45.2 (5.1) 40.4 (4.7) 44.6 (4.2)
40 0.016 68.5 (2.7) 52.3 (5.1) 52.4 (5.4) 45.9 (3.4) 50.9 (3.6)
80 0.032 72.8 (2.4) 59.1 (4.8) 59.5 (2.7) 52.6 (3.5) 59.0 (2.3)
160 0.064 76.1 (1.3) 65.8 (4.4) 67.7 (2.7) 61.5 (2.4) 66.6 (2.0)
320 0.13 78.4 (0.9) 71.1 (2.7) 73.8 (1.3) 68.8 (1.9) 72.7 (1.2)
640 0.26 81.3 (1.2) 75.2 (2.0) 79.1 (1.3) 74.7 (1.6) 77.7 (1.2)
1280 0.51 83.8 (1.1) 78.2 (1.9) 82.3 (1.4) 78.1 (1.8) 81.1 (1.3)

モデルはテストデータにあまり適合しないことを示して
いる．逆に，Reuter, WebKBのように，訓練データが少
数のときに P が小さければ，NBはMLRの性能を上回
る傾向があった．この結果，教師あり学習において，訓
練データが少数で生成モデルのテストパープレキシティ
が十分小さいときに，生成モデルの分類性能は識別モデ
ルを上回るといえる．
半教師あり学習の場合の，生成モデル，識別モデルと

提案法の分類精度を比較する．まず，EM-λは，すべて
のテストコレクションにおいて，ラベルありデータが少
数の場合はMLR/MER とほぼ同等，またはより高い分
類精度を示し，逆に多数の場合はMLR/MERより低い
分類精度を示した．このように，生成モデル，識別モデ
ルに基づく方法では，教師あり学習での報告 [5]と同様
の特徴が半教師あり学習の場合にもみられた．
つぎに，EM-λと提案法の比較では，教師あり学習に

おいてMLRの分類性能がNB を上回るときに，提案法
の分類性能がEM-λを上回る傾向があった．この結果は，
提案法では生成・識別モデルのハイブリッドにより，識
別モデルの利点が活かされていることを示唆している．
最後に，MLR/MERと提案法の比較では，ラベルあ

りデータが多数の場合を除いて，すべてのテストコレク
ションで提案法の分類性能がMLR/MERを上回った．こ
れは，MLR/MERは少数のラベルありデータに対して
過学習する傾向があるのに対し，提案法は過学習を抑制
する生成モデルの特徴を備えているからと考えられる．
過学習を引き起こさないように多数のラベルありデータ
が与えられるとき，識別モデルの分類性能は提案法を上
回ると考えられる．
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図 2: 各テストコレクションでのテストパープレキシティ

5. まとめ
本稿では，生成・識別モデルのハイブリッド法による，

半教師あり学習のための，新しい分類器設計法を提案し
た．3 つの実データを用いたテキスト分類実験により，
提案法を従来の生成モデルと識別モデルに基づく方法と
比較した．その結果，識別モデルの分類性能が生成モデ
ルとほぼ同等か，やや上回るときに，ハイブリッド法の
分類性能が生成モデルと識別モデルを上回ることを確認
した．
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