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1.はじめに
近年，ダムや橋などの社会基盤を整備する人工材料の
老朽化が深刻な社会問題となっており，維持管理の重要
性が高まっている．検査の方法として，対象物を壊すこ
となく検査ができる非破壊検査の需要が高まっており，
検査効率性や安全性の観点からレーザー超音波を用い
たレーザー超音波可視化試験（LUVT）が注目されてい
る．LUVTは超音波の伝搬の様子を可視化することで，
欠陥の有無を検査できる．検査員不足などの問題から
LUVT で得られた画像を深層学習を用いて検査を自動
化する試みが検討され始めた．
例えば，検査から得られる画像を用いて欠陥の有無を
画像分類や物体検出，セグメンテーションタスクとして
自動化されている．しかし，それらの方法は教師あり学
習であり，LUVTにおいては正例データとなる欠陥あり
画像が入手困難である．さらに，学習には画像とラベル
が対になった教師データが必要であり，ラベル付けには
時間と労力がかかるという問題もある．
一方で，深層学習手法には学習に正例データを用いな
い教師なし学習がある．教師なし学習は，医療分野など
の異常検知で盛んに研究が行われている．超音波非破壊
検査においては Jong Moon Ha らによる VAE を用い
た欠陥検知 [1]が挙げられるが，欠陥位置推定まで行っ
ている研究は発展途上である．
そこで，本論文では拡散モデルを用いた教師なし学習
である AnoDDPM[2]を用いて，自動で検査を行う手法
を提案する．時系列情報を用いて検査を行い，欠陥有無
の判定だけでなく欠陥位置推定までを行った．本論文で
は，その方法論を示し，いくつかの教師あり学習手法と
比較して提案手法の有効性を検証した．
2.提案手法
2.1.拡散モデル
本節では，提案法で用いる拡散モデルを簡単に紹介
する．拡散モデルは，Forward Process および Reverse

Process からなる．Forward Process は，入力画像にノ
イズ画像を付加する過程である．Reverse Process は，
ノイズ画像から入力画像を再構成する過程である．提案
法は，正常画像のみで学習した拡散モデルで再構成する
と欠陥部分が修復された画像が得られるという性質を利
用している．
Forward Process は入力画像 x0 ∈ Rh×w に正規ノイ
ズを繰り返し加える過程である．ただし，w および h は
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それぞれ画像の幅と高さを表す．各ステップにおける画
像を x0, . . . ,xT とすると，xt−1 から生成される xt の
分布は次のように表される：

q(xt |xt−1) := N (xt ;
√

1− βtxt−1, βtI). (1)

ただし，βt はノイズの大きさを表す定数である．する
と，正規分布の性質から，

xt =
√
ᾱtx0 +

√
1− ᾱtϵ, ϵ ∼ N (0, I) (2)

が成立する．ただし，ᾱt :=
∏t

s=1(1− βs)とおいた．
Reverse Process で は ，次 の 分 布 を 使 っ て

xT ,xT−1, . . . ,x0 の順に，ノイズ画像 xT から徐々に
入力画像を復元しようとする：

pθ(xt−1 |xt) = N
(
xt−1 ; µθ(xt, t),

1− ᾱt−1

1− ᾱt
βtI

)
.

(3)

ベクトル値関数 µθ は，U-Net と呼ばれるニューラル
ネットで構成され，その重みパラメータ θ は分布 q と分
布 p のカルバック距離が小さくなるように学習される．
x0 を入力画像としたとき，この Forward Process を
経て，Reverse Process によって再構成すると，欠陥が
修復された画像になる．
2.2.欠陥位置推定法

図 1: 欠陥に当たる前後の超音波の様子

LUVT は検査対象に超音波を照射して得られる信号
を使って，超音波が物体内を伝播する画像系列を構成す
る技術である．検査対象の内部に欠陥があるとき，超音
波の伝播に異常が発生する（図 1）．欠陥の位置は伝播の
異常から同定できる．
本研究では，LUVT 画像系列から欠陥位置を推定す
るために，次のようにアルゴリズムを構成した（図 2）．
K フレームの画像系列 x

(1)
0 , . . . ,x

(K)
0 ∈ Rh×w が所

与とする．各画像 x
(k)
0 ∈ Rh×w に拡散モデルを適用

して復元した画像を x̂
(k)
0 ∈ Rh×w とする．差分画像
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y(k) := |x(k)
0 − x̂

(k)
0 |∈ Rh×w を求める．すると，K フ

レームの差分画像 y(1), . . . ,y(K) を得たことになる．
K フレームの画像から欠陥が強調されるように統合
した１枚の２値画像 z ∈ {0, 1}h×w を得る．２値画像
z ∈ {0, 1}h×w における輝度値 1 の画素は欠陥があるこ
とを表し，0 は欠陥がないことを表す．２値画像 z の連
結成分に対して，一定以上の面積のものを欠陥と予測す
る．最大の連結成分の面積が一定値未満の時は，欠陥な
しと判定する．後述の実験において，最大面積の連結成
分の重心を欠陥位置の推定値として，性能評価を行った．
本研究では，２値画像 z は，次のような２段階の二値
化によって得ることにした：第１段階で K 個の差分画
像 y(1), . . . ,y(K) をそれぞれ複数の閾値で二値化した画
像を計算した．それらの平均画像 zpre ∈ Rh×w を求め，
さらにもう一度二値化を行うことによって z を得た．
第１段階の二値化に用いる閾値には 0.15, 0.16, . . . , 0.35

の 21 種類を用いた．すると，21K 個の２値画像が得
られることになる．第２段階の二値化，すなわち，21K

個の２値画像の平均画像 zpre を二値化する際の閾値は，
zpre に含まれる w · h 個の輝度値の最大値の 1/3 を用
いた．

図 2: 提案法の流れ

3.実験
3.1.実験条件
拡散モデルにおける検査の有効性を確かめるために，
教師あり学習の物体検出手法である RetinaNet, Yolov3

を用いて性能を比較した．また，LUVTにおける検査素
材はアルミを用い，学習の際は画像サイズを 128 × 128

にリサイズし，グレースケール変換を行った．データ
セットは実際の検査のように数個の欠陥ありのデータが
ある状況を考え，表 1のように構成した．なお，教師な
し学習と教師あり学習の学習に使用した画像枚数はそろ
えて実験を行った．

表 1: データセットの構成．訓練用データおよび評価用データ
セットに含まれる動画数．カッコ内は欠陥有りの動画を
表す．

動画数
訓練用：物体検出 78(5)

訓練用：拡散モデル 78(0)

評価用 100(50)

また，教師あり学習においてはエポックごとに検証
データにおける損失を記録し，その中で最良な重みを
学習結果とした．拡散モデルにおいては，エポック数は
1000で行った．そして，実験により得られた重みを用い
て評価用データにおける Precision, Recallを算出した．
3.2.実験結果
実験により得られた Precision, Recallを図 3に示す．
なお，横軸の閾値は欠陥位置の ground truth と予測の
誤差である．

図 3: 実験結果

図 3 より，物体検出の 2 つの手法と比較して AnoD-

DPM を用いた提案手法は Precision, Recall の値が上
回っており，欠陥検出性能が最も良い結果となった．ま
た，Recall において，物体検出の最も値の大きかった
Retinanet は閾値 20 で 0.804 だったのに対し，提案手
法では閾値 10 で 0.820 を達成しており，欠陥位置推定
の観点でも性能が高い結果となった．以上のことから，
提案手法は有効な手法であると言える．
4.結論
本論文では，LUVT において教師なし学習を用いて
欠陥位置推定を行う手法を提案した．LUVT では特に
正例データである欠陥あり画像の収集が困難である．こ
のことから，正例と負例の両方が学習に必要となる教師
あり学習では検査性能が低くなってしまう．そこで，訓
練用データに正例データを使わない教師なし学習で欠陥
検出だけでなく，位置推定も可能としたモデルを考案し
た．数値実験の結果，教師あり学習の手法と比べて提案
手法は欠陥検出，位置推定性能の両方で上回った．
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