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１． まえがき 
連想記憶の機能を知能ロボット等に持たせる研究[1]が近
年行われている．ニューラルネットワークを利用した連想

記憶の研究の歴史は長いが，以下に述べる理由で従来のモ

デルは知能ロボット等には不十分である． 
実世界で自律的に活動する知能ロボット等のシステムに

適用する連想記憶モデルは，追加学習，ノイズ耐性，実数

値データの取り扱い，多対多の連想を行えることが必要で

ある．まず，非定常な環境等のシステムに必要とされる知

識を事前に全て列挙することが不可能な環境ではシステム

は知識を追加的に得ていかねばならない．その際，既存の

知識が破壊されることなく新しい知識をオンラインで学習

できなければならない．また，実世界からシステムが取得

する情報には多かれ少なかれノイズが必ず含まれておりノ

イズ耐性は必須である．同じく実世界から得られる情報は

2 値ではなく実数値であるので実数値をそのまま記憶でき
ることが望ましい．実世界においてシステムに必要な知識

が 1対 1の連想対だけとは限らないので多対多の連想が行
えなければならない．その際システムが何対何の連想を行

えるかが固定されてしまうのではなく追加される知識によ

って，任意の整数 a，bについて a対 bの連想を同時に行え
ることが求められる． 
従来の連想記憶モデルで追加学習を十分に行えるモデル

は我々の知る限り存在しない．従来の連想記憶モデルは 2
種に大別される．すなわちホップフィールネットワークや

Bidirectional Associative Memoryのように知識を複数の結合
荷重に分散して記憶するタイプと，Self-organizing Map 
(SOM)を連想記憶が扱えるように拡張した[2]のように競合
学習を利用するタイプである．知識を分散して記憶する前

者のタイプは追加学習によって全ての結合荷重が変化する

ため既存の知識が破壊されてしまうという深刻な問題を抱

える．French が指摘したように知識を分散して記憶するモ
デルがこの問題を避けることは難しい[3]． 
一方，競合学習を利用するモデルはひとつのノードでひ

とつの知識を記憶するため比較的追加学習に向いている．

SOM を利用した連想記憶モデルを追加学習のために拡張

したモデル[4]では，結合荷重が学習データに十分近くなっ
たノードはそれ以降の学習において変化しないため既存の

知識を破壊することなく新たな知識を学習することが可能

である．しかし，このモデルが学習によって獲得可能な連

想対の数の上限は事前に決めたノードの数に依存して決ま

ってしまうという問題がある．そのため，事前に学習すべ

き知識の量がわかっていない環境にはこのモデルは不向き

である．もし事前に決めたノードの数が学習すべき連想対

の数に比べて少ないと，途中から連想対を追加することが

できなくなりアルゴリズムは無限ループに陥ってしまう．

逆に学習すべき知識に対して多すぎるノードを与えると，

本来は不要な計算時間とメモリを浪費してしまう．このよ

うに，学習すべき知識の量を事前に決定することができな

い非定常な環境下で追加学習を行うことは既存の手法では

困難である． 
本論文では上述の追加学習の問題を克服し，かつ知能ロ

ボット等の連想記憶に求められるノイズ耐性，実数値デー

タの取り扱い，多対多の連想の機能を併せ持つ連想記憶モ

デル Associative Memory  with SOINN (SOINN-AM) を提案
する．提案手法は SOINN[5]を連想記憶モデルに拡張した
ものであり SOINN と同様に学習データの量に応じて自動
的にノードが増殖する競合学習型の連想記憶モデルである

ため事前にノードの数をユーザーが決めておく必要がない．

そのため追加学習を行ったときに既存の知識が破壊される

ことが無いだけでなく，ノードの不足で知識の追加ができ

なくなることやノードが多すぎて計算時間やメモリを浪費

することを避けることができる．  
提案手法は非定常な環境下で適切に追加学習を行えるだ

けでなく，ノイズ耐性，実数値データの取り扱い，多対多

の連想を行うこともできる．従来手法でこれら全ての機能

を併せ持つものは我々の知る限り存在しない．実環境にお

けるノイズには図 1に示したような 2種類がある．図 1(a)
の左側のデータは本来学習すべきデータや想起キーとして

与えられたデータにノイズが混じったデータである．図１

(b)は本来の学習データや想起キーとは全く無関係なデータ
を表す．図 1(a)の左側のデータが入力されたときには図
1(a)の右側のデータが入力された判断できることが望まし
い．図 1(b)が入力されたときには学習フェーズであれば知
識に加えてはならず，想起フェーズであれば未知データで

あると判断できなければならない．提案手法はこれらを行

うための機能を備えているが，この 2 タイプのノイズに対
応できる連想記憶モデルは従来手法には無い．また，提案

手法は実数値データを扱うことができる．実数値データを

扱うことを目的にした連想記憶モデルは従来研究にもある

が，それらは追加学習を行えないため事前にすべてのデー

タを列挙できない環境での利用には適さない．多対多の連

想については，先述のとおり任意の整数 a，bについて a対
b の連想を同時に行えることが望ましいが，提案手法はこ
れも行える．従来の多対多の連想記憶モデルは[6]が代表的
であるが，これは事前に何対何の連想を行うかを定めてお

かねばならず，例えば事前に 3対 3の連想を行うために生
成したネットワークで 5対 5や 10対 10の連想を行うこと
はできない． 
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2 ．提案
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(a)                                   (b) 

図1: 2種類のノイズ 
 
図2: SOINN－AMの構造 

手法 
示したとおり，提案手法は入力層と競合層を持つ

ルネットワークモデルである．提案手法のアルゴ

学習フェーズと想起フェーズに分かれている．学

ズでは学習すべき連想対に対応したノードとエッ

データの数に応じて複数生成され，各連想対ごと

のクラスタが形成される．なお，競合層のノード

するエッジによってつながっているノード同士を

スタと見なす．また，想起フェーズで連想キーが

ると，学習によって競合層に生成されたノードの

キーに対応するものが発火し，そのノードが連想

力する． 

フェーズ 
ェーズでは学習すべき連想対として実数値ベクト

が入力される．学習データが入力されると，入力

対のベクトルを結合してひとつのベクトルとし，

ずかな摂動として平均 0, 分散σι 
2の正規分布から

たベクトルを加えて競合層への入力信号とする．

F を連想のキーとなるM 次元ベクトル，R を連想
ら想起される N 次元ベクトルとすると，入力層は
た２つのベクトルを M+N 次元のベクトル X に統
動を加えた上で競合層に入力することになる．競

入力にわずかな摂動を加えるのは，競合層でひと

対についてクラスタを形成するためである．以下

ように，提案手法は各連想対のクラスタを形成す

より，図 1(a)および(b)に示したノイズへの耐性を
いる． 
にデータが入力されると，本節の最後に述べる方

データが既存のノードと同じクラスタに属するか

判定される．もし既存のノードと同じクラスタに

いと判定されれば，入力されたベクトルを重みベ

して持つノートが競合層に新たに生成しその入力

ついての処理を終了する．もし既存のノードと同

タに属すると判定されたなら，入力データを重み

に持つノードは生成せずに，次に述べる方法で競

ードやエッジをアップデートする．まず，入力デ

も近い重みベクトルを持つノード(第 1 勝者)と 2
い重みベクトルを持つノード(第 2 勝者)を同じク
するためにそれらの間に年齢 1 のエッジを生成す
も既にエッジが存在していればそのエッジの年齢

す．第 2勝者以外のノードと第 1勝者との間にエ
ればそのエッジの年齢を 1 増やす．このときあら
めたエッジの寿命Λedgeを越えたエッジは削除され

第 1 勝者の重みベクトル Wrおよび第 1 勝者とエ
ながっているノードの重みベクトル Wiにそれぞ

⊿Wr と⊿Wiを加える． 
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ここで，χrは第 1 勝者が勝者になった回数であり，Icは競

合層に入力されたベクトルである．そして，学習回数がパ

ラメタλの整数倍であるならばエッジを持たないノードの
削除を行う．エッジを持たないノードを削除することで，

ノイズとして誤って入力された学習データとはまったく無

関係なデータを削除することができる．最後に，各クラス

タの重みベクトルの平均を重みベクトルとして持つノード

を全てのクラスタについて生成する．このノードは想起フ

ェーズでのみ使われる特殊なノードであり以下でプロトタ

イプノードと呼ぶ．このプロトタイプノードを推論フェー

ズで利用することで，学習データに混じったガウスノイズ

を除去することができる． 
本節の最後に，入力された学習データが既存のノードと

同じクラスタに属するかを判断する方法を述べる．学習デ

ータが入力されると，第 1勝者および第 2勝者のそれぞれ
の類似度閾値 dを次式で計算する． 
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ここで Nは第 1(2)勝者とエッジで結ばれているノードの集
合，A は競合層に存在する全てのノードの集合，W は第
1(2)勝者の重みベクトル，Wkは k 番目のノードの重みであ
る．もしも入力ベクトルと第 1勝者の距離が第 1勝者の類
似度閾値よりも小さく，かつ第 2 勝者についても同様のこ
とが成り立てば，入力ベクトルは第 1勝者および第 2勝者
と同じクラスタであると判断する．第 1勝者または第 2勝
者の類似度閾値よりも入力ベクトルまでの距離が離れてい

れば入力ベクトルは既存のノードとは同じクラスタではな

いと判断する． 
2.2 想起フェーズ 
想起フェーズでは連想キーとして実数値ベクトルがひと

つ入力され，連想キーに十分近い重みベクトルを持つノー

ドが競合層に存在すればそのノードが発火し，そのノード

の重みを用いて連想結果を出力する． 
図 2の F部または R部のみにパターンが入力されると，
競合層にある各ノードの重みベクトルの F部または R部に
対応する部分と入力データの距離が計算される．もしも閾

値δrを下回るノードが存在すれば，それらのノードが属す

るクラスタのプロトタイプノードの重みベクトルのうち，

連想キーが F部に入力されたのであれば R部に対応する部
分，R 部が入力されたのであれば F 部に対応する部分が出
力される．もし複数の異なるクラスタに属するノードの距

離が閾値を下回れば，複数の連想結果を出力することにな

る．一方，閾値を下回るノードが存在しない場合は，入力

データは未知データであると出力する． 
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Method arameters 

SOINN-AM r = 0.15, σι 
2= 0.02 

BAM with PRLAB

KFMAM f = 0.5 T = 2500 

KFMAM-FW σf = 0.5, T = 2500, 

図3: 実験で用

 表2

Method 

SOINN-AM 
BAM with PRLAB 
KFMAM (64 nodes) 
KFMAM (81 nodes) 
KFMAM (100 nodes
KFMAM-FW(16 nod

KFMAM-FW (25 no

KFMAM-FW (36 no
KFMAM-FW (64 no

 

3．実験 
追加学習性能，ノイズ耐性，多対多の連想機能について

それぞれ評価実験を行った．実験には図 3 のような AT&T
の顔画像データベースの 92×112 ピクセル画像を用いたが，
追加学習とノイズ耐性を従来手法と比較を行う際には図 4
に示した 7×7 ピクセルの 2 値画像を利用した．これは代
表的な従来手法が 2 値データしか扱えないためである．比
較実験に用いた手法として知識を分散して記憶するタイプ

の BAM with PRLAB[7] と ， 競 合 学 習 型 モ デ ル の
KFMAM[2]， KFMAM を追加学習のために拡張した

KFMAM-FW[4]を用いた．各手法のパラメタを(表 1)に示し
た．比較手法のパラメタは[4][7]で用いられている値に従
った．グレースケールの画像は各ピクセルの値を[-1, 1]に
規格化して入力し，2 値データは白色を-1，黒色を+1 とし
て入力した． 

 
3. 1 追加学習 
追加学習を適切に行えることを確かめるためグレースケ

ールの顔画像からなる学習データを SOINN-AM に逐次的
に入力して学習させた．学習データの連想対は図 5 のよう
に同じ人物を異なった角度で撮影した 5 枚の写真を連想キ
ーとし，正面から撮影した写真を連想結果であるような 5
対 1の連想ペアである．この 5対 1の連想対をそれぞれ図
3に示した 10人分作り，学習データとして入力した．学習
後の SOINN-AMに 50個の連想キーをそれぞれ入力したと

ころ，SOINN-AM の

ッド距離)は 0.1 から
は 10304次元であるか
2.0×10-5と極めて小さ

正解画像の例を図 6 に
あるが，両者が違う画

別がつかない． 
次に，2 値データを
いて比較を行った．学

z)の 26組とした．これ
ファベットの順に追加

て大文字のアルファベ

した小文字のアルファ

結果を表 2 に示す．S
または 64 個与えた K
出力した．ただし，

KFMAM-FW はノード

プに陥ってしまったた

なかった．この結果は

い場合は SOINN-AM
ないことを示している

 
3. 2 多対多の連想 
図 7に示したような 5
ータを用いて SOINN
るために用いた SOI
SOINN-AM で学習した
習後の SOINN-AMに
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表1: パラメータ設定

Values of P

Λedge = 50, λ= 100, δ

 λ = 1.9, ξ = 0.1 

α0 = 0.1, σi = 3.0, σ
α0 = 0.1, σi = 3.0, 

df = 10-3 

: 追加学習実験の結果 

Perfect 
Recall 
Rate 

Perfectly Recalled 
Patterns 

100% a - z 
3.8% z 
31% o, p, r, v – z 
38% h, l, o, p, r, v – z  

) 42% d, h, l, o ,p ,r ,v – z  
es) – (無限ループ) 

des) – (無限ループ) 

des) 100% a - z 
des) 100% a - z 

出力と正解の画像との誤差(ユークリ
0.2 の間であった．用いた画像の次元
ら，次元当りの誤差は 1.0×10-5から
      
(a) (b) 

図6: (a)追加学習実験の出力の例 (b)原画像
Associative keys 

図 5: 追加学習実験で用いた連想対の例 
図4: 実験で用いた2値画像 
 

いた顔画像の例 
いものである．SOINN-AM の出力と
示した．この場合の誤差は 0.126 で
像であることは筆者らは目視では判

用いて従来手法と追加学習性能につ

習させた連想対は(A, a), (B, b), …, (Z, 
らの連想対を(A,a)から(Z,z)までアル
学習させた．学習後，想起キーとし

ットの画像を入力したときに，学習

ベットが出力されるかを見た．その

OINN-AM と，ノードを事前に 36 個
FMAM-FW は全ての小文字を正しく

ノードの数が 16 個または 25 個の
の数の不足のため学習中に無限ルー

め，想起キーを入力することができ

，事前に連想対の数がわかっていな

以外の手法は追加学習を適切に行え

． 

対 1，4対 1，3対 1，2対 1の学習デ
-AM を学習させた．これらを学習す
NN-AM は一つだけであって４つの

のではないことに注意されたい．学

14個の連想キーをそれぞれ入力した



Associative keys 

図 7: 多対多連想実験で用いた学習データ 

ところ想起結果と原画像の誤差は追加学習実験と同様に

0.1から 0.2という十分小さな値であった． 
 

3. 3 ノイズ耐性 
まず 3.1 で顔画像を用いて行った実験の学習データを学
習したあとホワイトノイズを乗せた図 8 (a)を連想キーとし
て入力したところ図 8(b)を想起することができた．出力と
原画像との誤差は 0.126という小さいものであった． 
次に，図 1(a)の種類のノイズに対する耐性の比較実験の
ためバイナリノイズの乗った連想キーを用いて想起させる

実験を行った．学習データは図 4 の画像の大文字と小文字
のペア (A, a)から(Z, z)であった．連想キーは原画像に 0%
から 26%の割合でバイナリノイズを加えたものをそれぞれ
100 組ずつ作成した．このようにして作った連想対を学習
後の各手法に入力したところ，図 9 に示すように正しく連
想できる割合は SOINN－AMが最も高かった． 
また図 1(b)の種類のノイズ耐性を確かめるため，同じく

(A, a)から(Z, z)を学習した後に図 10に示したランダムに作
成した連想キーを入力した．その結果，SOINN-AM は未知
の連想キーであると望ましい結果を出力したが他の手法は

学習データとは無関係なパターンを想起結果として出力し

てしまった． 

4．まとめと今後の予定 
学習すべき知識量の上限が事前に不明な環境下でも，ノ

ードを自律的に増やすことで追加学習が行える連想記憶モ

デルを提案した．提案手法はノイズ耐性，実数値データの

取

の

の

 

業

        
(a) (b) 

図8: (a)ノイズの乗った連想キー (b)SOINN-AMの出力 
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図9: 連想キーのノイズの割合に対するPerfect Recall 
り扱い，多対多の連想も実現している．今後は提案手法

性能をさらに精査するための評価実験およびロボットへ

適用を行う予定である． 
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Associative key (a) (b) (c) (d) 

図10: ランダムパターンを想起キーとした時の出力. 
(a) SOINN-AM. (b) BAM with PRLAB on batch learning (c) 
KFMAM with 100 nodes. (d) KFMAM-FW with 100 nodes. 
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