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1. はじめに 
 近年，Neural Network(NN)ベースの識別器が，その

識別性能の高さから，センサデータを用いた異常検知，

状態推定のタスクで利用され始めている．しかし，異

常時のデータや稀な状態のデータを網羅的に収集する

ことは通常困難であり，NN 識別器に対する学習データ

は不足しやすい．学習データが十分でない場合，図 1

の例のように，NN 識別器は本来識別に無関係な変数の

悪影響により誤識別する可能性がある．そこで今回，

誤識別の際に悪影響を与えた変数を推定でき，また，

それら変数の悪影響を排除して学習・識別が可能な 

Autoencoder(AE)[1]ベースの識別器を提案する． 

2. Autoencoder 
 AE は NN モデルの一種で，入力と出力のニューロン

数が同一なネットワーク構造を持ち， {𝒙𝒙𝑖𝑖} (𝑖𝑖 =
1, … ,𝑁𝑁)を学習データ，{𝒙𝒙𝑖𝑖} (𝑖𝑖 = 1, … , 𝑁𝑁)を各学習デー

タに対応する AE からの出力とすると，一般的に次式

で定義されるデータごとの再構成誤差𝑒𝑒𝑖𝑖を最小化する

ように学習することを特徴とする（𝑁𝑁 はサンプル数）． 

𝑒𝑒𝑖𝑖 = �𝒙𝒙𝑖𝑖 − 𝒙𝒙𝑖𝑖�2 (1) 

ただし，‖ ∙ ‖2はユークリッドノルムである．これ以降，

𝒙𝒙𝑖𝑖, 𝒙𝒙𝑖𝑖の各要素の値 𝑥𝑥𝑖𝑖,𝑗𝑗,  𝑥𝑥𝑖𝑖,𝑗𝑗( 𝑗𝑗 = 1, … , 𝐷𝐷)ごとの二乗誤

差�𝑥𝑥𝑖𝑖,𝑗𝑗 − 𝑥𝑥𝑖𝑖,𝑗𝑗�
2
を，変数ごとの再構成誤差と呼ぶ（𝐷𝐷は

次元数）． 

学習済みの AE に対してテストデータを入力し，そ

の再構成誤差があらかじめ設定した閾値を超えた場合，

そのテストデータは学習データ中に存在しないラベル

を持つと判定できる[2]．ここで，AE が誤判定した場

合，すなわち，あるテストデータが閾値を超えたにも

関わらず，実際にはそのテストデータのラベルが学習

データ中に含まれていた場合を考える．このとき，誤

判定に大きく寄与した変数は，変数ごとの再構成誤差

の値が大きい変数であると推定できる[3]．また，誤判

定に大きく寄与したと推定された変数が，本来判定に

必要ない変数である場合，その変数を利用せずに再学

習・判定することで，未知のテストデータに対する判

定精度が向上すると考えられる．この特性を利用し，

1 章で述べた特徴を持つ AE ベースの識別器を提案する． 
 

3. AEベース識別器 
3.1. ネットワーク構造 
 提案する AE ベース識別器のネットワーク構造を図 2

に示す．AE ベース識別器は学習データのラベルと同数

の AE を持ち，各 AE は担当するラベルのデータのみを

再構成することを目的としている．以降，ラベル

 𝑙𝑙 ∈ {1, … , 𝐿𝐿}のデータの再構成を担当する AE を，AE(𝑙𝑙)
と表記する（𝐿𝐿はラベル数）．また，各 AE の出力は入

力と比較され，式(1)より得られる再構成誤差を最終

的に出力する．テストデータの識別は，最小の再構成

誤差を出力した AE が担当するラベルを参照すること

で行う．つまり，AE ベース識別器は，各 AE の再構成

誤差を元に識別を行う． 
 

3.2. 学習方法 
 𝒙𝒙𝑖𝑖のラベルを𝑦𝑦𝑖𝑖 ∈ {1, … , 𝐿𝐿}，AE(𝑙𝑙)からの出力を𝒙𝒙𝑖𝑖

𝑙𝑙
と

すると，AE ベース識別器は以下の誤差関数を最小化す

るように学習する． 

𝐿𝐿𝐿𝐿𝐿𝐿𝐿𝐿 = �𝒙𝒙𝑖𝑖 − 𝒙𝒙𝑖𝑖
𝑦𝑦𝑖𝑖�

2
+ 𝛼𝛼 � max �0, 𝛽𝛽𝒙𝒙𝑖𝑖

𝑦𝑦𝑖𝑖 − 𝒙𝒙𝑖𝑖
𝑙𝑙�

𝐿𝐿

𝑙𝑙=1,𝑙𝑙≠𝑦𝑦𝑖𝑖

 (2) 

ただし，𝛼𝛼(≥ 0), 𝛽𝛽(≥ 1)はパラメータである．上式右

辺の第 1 項は，入力データのラベルを担当する AE の

再構成誤差を最小化するための項である．第 2 項はヒ

ンジ関数をベースとするペナルティ項であり，入力デ

ータのラベルを担当する AE の再構成誤差が，その他

すべての AE の再構成誤差よりも小さい場合にのみ 0

となる．すなわち，AE ベース識別器は，入力データの

ラベルを担当する AE の再構成誤差が最も小さくなる
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図 1: 一般的な NN識別器の課題 

図 2: AE ベース識別器のネットワーク構造 
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ように，すべての AEを同時に学習する． 
また，ラベル 𝑙𝑙 の識別に悪影響を及ぼす変数の集合 

𝑋𝑋𝑙𝑙 ∈ {1, … , 𝐷𝐷} が与えられている場合，以下の制約をモ

デルに課しながら学習及び識別することで，𝑋𝑋𝑙𝑙  が
AE(𝑙𝑙)に与える悪影響を排除することができる．なお，

各集合𝑋𝑋𝑙𝑙はラベルごとに独立して設定可能である． 
① AE(𝑙𝑙)の再構成誤差を計算する際，𝑋𝑋𝑙𝑙に含まれる

変数における変数ごとの再構成誤差を 0 として

計算する． 
② AE(𝑙𝑙)の入力層において，𝑋𝑋𝑙𝑙に関係する重みパラ

メータをすべて 0 に固定する． 
 

3.3. 識別に悪影響を与える変数の推定方法 
  学習後の AE ベース識別器に対してラベル 𝑙𝑙 のデー

タを入力した際に，誤識別した場合を考える．誤識別

は，AE(𝑙𝑙)の再構成誤差が最小とならず，相対的に大き

な値となったために起きている．すなわち，一般的な

AE の場合と同様に，AE(𝑙𝑙)の変数ごとの再構成誤差の

値が大きい変数が識別に悪影響を与えた変数であると

推定できる． 
 
4. 評価実験 

4.1. 実験方法 
 本実験は，以下の 3 つの観点から AE ベース識別器

を評価するために行う． 
1. 一般的な識別問題にて，一般的な NN 識別器と

同等の識別性能となるか 
2. 識別に悪影響を及ぼす変数が存在するデータに

て，その変数を特定できるか 
3. 識別に悪影響を及ぼす変数が存在するデータに

て，その変数の影響を排除することで，高い識

別性能を示すか 
評価に用いるデータとして，スマートフォンのセン

サデータから所持者の動作（歩き，座り等）を予測す

る HAPT データ[4]（以降，元データと表記），及び元

データにノイズを加えたノイズデータを用いる．ノイ

ズデータは，ラベルごとに独立に変数を 1 つ乱択し，

テストデータ中のその変数の値をすべてランダムな値

に置き換えることで作成する．以降，ランダム値に置

き換えられた変数をノイズ変数と表記する． 
以下に各観点に対する実験・評価方法を述べる．観

点 1 については，元データに対して AE ベース及び NN

識別器を適用し，識別精度を比較することで評価する．

観点 2 については，まず，観点 1 で学習済の AE ベー

ス識別器に対して元データとノイズデータのテストデ

ータを適用し，元データでは識別に成功していたがノ

イズデータでは誤識別したノイズテストデータ集合を

導出する．次に，集合内のテストデータをラベルごと

に分割し，分割ごとに学習済 AE ベース識別器に入力

する．このとき，各分割のラベルを担当する AE にお

ける，変数ごとの再構成誤差をサンプル毎に計算し，

変数ごとに誤差の中央値を算出する．ここで，中央値

が最大となった変数が，各分割のラベルに対応するノ

イズ変数と一致した場合，そのラベルの悪影響を及ぼ

した変数の特定に成功したと判定する．この実験を，

ノイズを加える変数の組み合わせを 100 通りに変化さ

せて試行し，特定に成功した確率を評価する．観点 3
については，観点 2 に対する実験の際，各試行におい

て特定された変数の悪影響を排除するように AE ベー

ス識別器を再学習し，再学習後モデルのノイズテスト

データに対する識別精度により評価する．また，比較

のため，再学習前の AE ベース識別器，及び NN 識別器

のノイズデータに対する識別精度も評価する． 

なお，HAPT データには多くの冗長な変数が含まれる

ため，今回は基本となる 7 変数(変数リストの後半７

変数)のみを用い，ウィンドウ幅を 5 とした 35 次元の

データを元データとして利用する．また，ラベルは移

行動作を除く 6 ラベルを用いる．また，AE ベース識別

器の各 AE 及び比較対象の NN 識別器は，共に中間層が

1 層（ニューロン数:1000，AE にはスパース制約を付

与）の全結合ネットワークを用い，その実装には

Chainerを用いる．また，𝛼𝛼 = 100, 𝛽𝛽 = 1.1とする． 
 

4.2. 実験結果 
 観点 1 に対する実験結果としては，AE ベース識別器

の精度が 86.0%，NN 識別器の精度が 86.1%となり，両

者の一般的な識別問題に対する識別性能は同等である

ことが確認できた．観点 2 に関しては，ノイズ変数の

特定に成功した確率は 76.7%となり，AE ベース識別器

が悪影響を与えたノイズ変数を高い精度で推定できる

ことが示された．また，観点 3 に関して，100 回の試

行における各手法の平均識別精度を表 1 に示す．また，

AE ベース識別器においては，全試行において再学習後

に識別精度が向上した．この結果から，AE ベース識別

器は実際に悪影響を与える変数を高精度で推定でき，

また，悪影響を及ぼす変数の影響を排除して学習・識

別できることが検証できた． 
 

5. おわりに 
 本稿では，識別に悪影響を与えた変数を推定でき，

それら変数の悪影響を排除して学習・識別が可能な AE

ベース識別器を提案した．また，実データを用いた実

験により，悪影響を与える変数を高精度に推定でき，

その影響を排除可能なことを確認した．今後は，学習

データのみで悪影響を及ぼす変数を特定し，テスト時

の識別精度が向上するか評価を進める． 
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表 1: 各手法の平均識別精度[%] 

平均精度[%] 63.2 61.4 80.6

AEベース
（再学習前）

AEベース
（再学習後）

NN識別器手法
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